TEXT TIM SCHRODER

uf den Fluren des Max-

Planck-Instituts fiir Intelli-

gente Systeme in Tiibingen

hingen viele Wandtafeln.

Im Vorbeigehen notieren
die Wissenschaftler darauf ihre Gedan-
ken. Manche diskutieren hier auch
neue Ideen miteinander, wenn sie sich
auf den Gédngen begegnen. ,Das hilft
sehr”, sagt Niki Kilbertus, ,weil ich ak-
tuell sehr viele Ideen entwickeln muss*;
Konzepte, die weit tiber das hinausge-
hen, womit er sich bislang beschaftigt
hat. Niki Kilbertus hat Mathematik und
Physik studiert. Er weif3, wie man kom-
plexe Sachverhalte formal korrekt 16st
und wie man Algorithmen program-
miert. Doch mit seiner Promotion hat
er den Pfad der formalen Sprache ein
Stiick weit verlassen. Denn er befasst
sich mit einer Frage, die bereits seit ei-
niger Zeit in der Offentlichkeit heif}
diskutiert wird: ob oder inwieweit Algo-
rithmen fair sein kénnen.
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Auf Fairness
programmiert

In Zukunft werden Computer immer haufiger Uber Menschen
entscheiden - sei es bei der Kreditvergabe oder bei der Bewertung
von Bewerbern. Doch automatische Systeme, die dafur bereits
eingesetzt werden, diskriminieren immer wieder einmal einzelne
Personengruppen. Niki Kilbertus und Bernhard Scholkopf,
Forscher am Max-Planck-Institut fiir Intelligente Systeme in
Tubingen, wollen das andern - mit fairen Algorithmen.

Ausgewogene Kalkulation:
Algorithmen diirfen keine
Personengruppen wie
etwa Frauen oder Manner
diskriminieren.
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Computer sind kiihle Rechner, unbe-
stechlich und irren sich nicht — kénnte
man meinen. Und doch kochte Ende
2018 eine Debatte dariiber hoch, dass
Computeralgorithmen Menschen dis-
kriminieren. Es war bekannt geworden,
dass ein grofier Internethidndler einen
Computer bei Bewerbungen eine Vor-
auswahl treffen lassen wollte — und dass
sich bereits in der Testphase gezeigt hat-
te, dass der Rechner Bewerbungen von
Frauen o6fter ablehnte als die von Man-
nern. In den Medien gab es einen Auf-
schrei. Nicht zuletzt, weil Experten fiir
die Zukunft erwarten, dass Computer
mithilfe der riesigen Datenmengen, die
heute verfiigbar sind, immer héufiger
iiber Menschen entscheiden werden. Es
wdare skandalos, wenn sie dabei be-
stimmte Gruppen bevorzugten oder
diskriminierten.

Angesichts solcher Szenarien haben
sich weltweit Initiativen gegriindet, die
sich fiir Fairness in der kiinstlichen In-
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telligenz starkmachen — und nicht nur
dafiir. Zugleich fordern sie, dass die Un-
ternehmen geradestehen fiir das, was
ihre Algorithmen tun. Sie fordern Ver-
antwortlichkeit, Accountability. Aufler-
dem erwarten die Kritiker Transparenz,
wie und warum die Rechenvorschriften
eine bestimmte Entscheidung treffen.
Die Rede ist von FAT: Fairness, Accoun-
tability, Transparency.

JEDE DISKRIMINIERUNG MUSS
GENAU ANALYSIERT WERDEN

Niki Kilbertus arbeitet als Doktorand im
Cambridge-Tubingen-Programm der
Max-Planck-Gesellschaft und damit so-
wohl am Tiibinger Max-Planck-Institut
als auch am Pembroke College in Cam-
bridge. Mit seinen Kollegen erforscht er
den Part von FAT, der sich technisch
umsetzen ldsst: Die Wissenschaftler
mochten Algorithmen Fairness beibrin-
gen. Dabei setzen sie auf maschinelles

Lernen, sie befahigen den Computer
also dazu, durch Lernen und Erfahrun-
gen langsam besser zu werden.

Die Arbeit ist anspruchsvoll. Denn
eine technische Losung, mit der sich
Fairness vom Fleck weg in allen Anwen-
dungen realisieren ldsst, gibt es bislang
nicht. Und das wird sich vermutlich
auch nicht dndern: ,Eine Losung fiir
alle Fragestellungen kann es nicht ge-
ben. Jedes Problem, bei dem eine Dis-
kriminierung in den Daten auftaucht,
ist anders und muss erst einmal analy-
siert werden”, sagt Kilbertus. ,Und
dann kommt der zweite Schritt, der
mindestens genauso aufwendig ist: Fiir
das Problem aus der realen Welt miis-
sen wir eine mathematische Beschrei-
bung finden.”

Allerdings folgt der algorithmische
Analyseprozess stets einem Klaren Sche-
ma: Man sammelt Daten, flittert diese in
ein Analyseprogramm ein, dessen Algo-
rithmen dann eine Empfehlung wie
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zum Beispiel ,Bewerber ungeeignet”
ausspucken. Damit dieser automatisier-
te Prozess kiinftig stets fair ablauft, miis-
se man ihn auf der Datenseite und auf
der Ausgabeseite verbessern. ,Man muss
zundchst untersuchen, welche Daten
wie erhoben werden, und dann tiberprii-
fen, welche Entscheidungen der Com-
puter am Ende ausgibt und warum®,
erlautert Niki Kilbertus. Die Analysen
bertihren dabei stets auch den Daten-
schutz. ,Immerhin dreht es sich in allen
Féllen um sensible personliche Daten.
Wir miissen also auch Losungen finden,
mit denen man Daten analysieren kann,
ohne dass die Daten offenliegen.”

In Tiibingen arbeitet der junge For-
scher in der Gruppe von Bernhard
Scholkopf, Direktor am Max-Planck-In-
stitut fiir Intelligente Systeme. Beide be-
schiftigen sich mit dem grundlegenden
Thema der Kausalitdt im maschinellen
Lernen — mit der Frage, inwieweit Com-
puter sinnvolle Schliisse zwischen ver-
schiedenen Aspekten ziehen konnen.
Und genau diese Frage ist auch beim
Thema Fairness zentral.

Niki Kilbertus hat ein Beispiel pa-
rat: die Kreditvergabe und die Uber-
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priifung, ob jemand kreditwiirdig ist.
Setzt man einfache Algorithmen ein,
die simple kausale ,Wenn-dann-Bezie-
hungen” durchfiihren, kann es kritisch
werden. Wenn Bewohner eines be-
stimmten Stadtteils in der Vergangen-
heit ihre Kredite weniger oft begleichen
konnten, konnte der Algorithmus bei-
spielsweise den Wohnort als Indikator
fir kiinftige Bewerber verwenden. Er
versteht dabei nicht, dass der Wohnort
vermutlich keinen direkten kausalen
Einfluss auf die Kreditwiirdigkeit hat
und dass es wohl eher andere relevan-
te Faktoren gibt.

DER ALGORITHMUS MUSSTE
SEINE ANNAHMEN UBERPRUFEN

Oft ist es so, dass das System mit histo-
rischen Daten tiber Kreditriickzahlun-
gen trainiert wird und dann aus den
personlichen Daten wie etwa dem
Wohnort neuer Bewerber deren Kredit-
wiirdigkeit berechnet: Wie wahrschein-
lich ist es, dass der Bewerber seinen Kre-
dit zurtickzahlt? Da aber zum Beispiel
auch an einem aus Sicht des Algorith-
mus schlecht beleumundeten Ort eine

Oben Mit der Welt riickgekoppelt: Ein
Algorithmus des maschinellen Lernens 16st
eine Frage, etwa in welchen Stadtteilen
mit vielen Einbrichen zu rechnen ist. Dafur
wird er mit Daten zum aktuellen Zustand
geflttert, zum Beispiel mit Daten zur wirt-
schaftlichen und sozialen Lage sowie zur
Kriminalitat. Daraus entwickelt der Algorith-
mus ein Modell, anhand dessen er Vorher-
sagen, Entscheidungen oder Empfehlungen
ausgibt. Wenn hohere Polizeiprasenz in
einem Viertel dann Verbrechen verhindert,
verandert das die Gesellschaft und so den
Zustand der Welt. Daran muss der Algorith-
mus das Modell mit neuen Daten anpassen.

Rechte Seite Freiraum fir Ideen: Mateo
Rojas-Carulla, Niki Kilbertus und Nadine
Riegg (von links) tauschen sich tber
unterschiedliche Aspekte der klinstlichen
Intelligenz aus.

Crafik: MPI flir intelligente Systeme
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kreditwiirdige Person wohnen kann,
kann der Computer manche Personen
unbeabsichtigt diskriminieren.

,Im Grunde misste der Algorith-
mus so ausgestattet sein, dass er seine
Annahmen regelméfig tiberprift”, sagt
Niki Kilbertus. Etwa, indem er nach be-
stimmten Kriterien doch hin und wie-
der einer Person einen Kredit gibt, die
zundchst als nicht kreditwiirdig einge-
stuft ist. Wirtschaftswissenschaftler
nennen dieses Vorgehen auch explore
versus exploit. Explore bedeutet, neue
Losungen zu testen, zu explorieren. Mit
exploit ist hingegen gemeint, einen be-
stehenden Ansatz, so gut es geht, aus-
zunutzen, um zum Beispiel den Auf-
wand fiir eine neue Entwicklung zu
vermeiden. Im Fall der Kreditvergabe
wiirde das System beim Explore-Ansatz
gelegentlich Kredite entgegen den ur-
spriinglichen Regeln vergeben. Zahlt
die Person den Kredit wider Erwarten
doch zurtick, muss der Algorithmus an-
gepasst und verbessert werden.

Das Beispiel zeigt, dass die bislang ge-
nutzten Daten in bestimmten Fillen fiir
eine faire Entscheidungsfindung nicht
ausreichen. Niki Kilbertus: ,In Sachen

Fairness besteht die Herausforderung da-
rin, Daten so gut wie moglich in einen
realistischen, kausalen Zusammenhang
zu stellen.” So lasse sich vermeiden, dass
ein Algorithmus die Daten nur als eine
grofie Ansammlung von Zahlen betrach-
tet, zwischen denen er dann munter wil-
de Korrelationen herstellt, die mit kau-
salen Zusammenhingen aber oft nichts
zu tun haben diirften.

ES KOMMT AUF DIE WAHREN
KAUSALEN ZUSAMMENHANGE AN

Niki Kilbertus veranschaulicht das mit
einem abwegigen Beispiel. So konnte
ein Algorithmus erkennen, dass Men-
schen, die Kredite mit hoherer Wahr-
scheinlichkeit zurtickzahlen, eher or-
dentlich sind und zu Hause Filzgleiter
unter ihre Stiihle kleben. Da eine Re-
chenvorschrift per se keine Zusammen-
hdnge versteht, konnte sie daraus
schliefen, dass es sinnvoll ist, neuen
Kreditnehmern eine Packung Filzgleiter
zu schenken, um ihre Kreditwiirdigkeit
zu erhohen. , Nur wenn wir die wahren
kausalen Zusammenhdnge kennen,
konnen wir sinnvolle Fragen stellen

wie: Hitte die Person zuriickgezahlt,
wenn sie anderswo leben wiirde?”, sagt
Niki Kilbertus. Falsche Kausalititen
etwa zwischen dem Besitz von Filzglei-
tern und der Zahlungstreue liefien sich
hingegen ausschlief3en.

Wie wichtig es ist, Kausalitaten rich-
tig zu erkennen, zeigt auch das Beispiel
des Simpson-Paradoxons. Dieses wurde
nach dem britischen Statistiker Edward
H. Simpson benannt, der in den 1950er-
Jahren gezeigt hat, dass sich durch eine
bestimmte Kombination von Daten aus
verschiedenen Gruppen, etwa Frauen
und Ménnern, scheinbar paradoxe Situ-
ationen ergeben. Das klassische Beispiel
fiir ein Simpson-Paradoxon stammt aus
dem Jahr 1973. Damals gab es grofle
Aufregung, weil an der US-amerikani-
schen University of California in Berke-
ley von den Frauen, die sich beworben
hatten, ein geringerer Anteil zum Studi-
um zugelassen worden war als von den
mainnlichen Bewerbern.

Doch lag hier kein Fall von Diskrimi-
nierung vor. Eine Analyse der Daten er-
gab spéter, dass sich Frauen eher fiir die
stark iiberlaufenen geistes- und gesell-
schaftswissenschaftlichen Facher ange-
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meldet hatten — und deshalb insgesamt
héaufiger abgelehnt wurden als Ménner,
die sich fiir die weniger nachgefragten
Féacher wie Chemie oder Ingenieurswis-
senschaften beworben hatten. Das Pa-
radoxon bestand darin, dass der prozen-
tuale Anteil der zugelassenen Frauen
innerhalb der meisten Studiengidnge so-
gar hoher war als der der angenomme-
nen mainnlichen Bewerber; iiber alle
Studiengdnge gemittelt, iiberwog aber
etwas der prozentuale Anteil der mann-
lichen Bewerber, die angenommen wor-
den waren. , Erst wenn wir die richtigen
Daten haben und wissen, fiir welches
Department sich die Frauen beworben
haben, konnen wir den kausalen Zusam-
menhang richtig verstehen: Das Ge-
schlecht beeinflusst die Facherwahl.
Dann kénnen wir diese Situation richtig
interpretieren”, sagt Kilbertus.
Bernhard Scholkopf geht bei der
Frage nach den richtigen Kausalitdten
sogar noch weiter. Fiir ihn stellt sich
auch die Frage, wo Fairness beginnt.
Etwa bei der Frage, ob in den USA Afro-
amerikaner bei einer Bewerbung die
gleichen Chancen haben wie ihre wei-
flen Mitbewerber? , Oder muss man
schon frither anfangen, etwa bei dem
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Gedanken, dass schwarze Kinder nicht
dieselben Bildungschancen haben wie
weifle — was ihre ganze Vita und spater
ihre Chancen, eine Arbeit zu finden,
beeinflusst?” Scholkopf fragt, ob man
nicht auch solche Aspekte einflieflen
lassen miisste, um eine wirklich faire
Rechenvorschrift zu kreieren — einen
Algorithmus mit mehreren Ebenen der
Fairness sozusagen.

AUCH MENSCHEN HANDELN
NICHT IMMER FAIR

Allerdings mahnt er auch, die Kirche im
Dorf zu lassen. ,Menschen entscheiden
taglich tber andere Menschen. Warum
sich ein Mensch so oder so entscheidet,
ist oftmals vollig intransparent. Von ei-
nem Algorithmus aber verlangen wir,
dass dieser immer hundertprozentig
richtig und fair entscheiden muss.“
Letztlich fiihre das Studium der Fairness
bei Maschinen auch zu der Einsicht,
dass Menschen ebenfalls nicht immer
fair handeln - einfach deshalb, weil sie
beispielsweise aufgrund mangelnder In-
formation oder Erfahrung Fehler ma-
chen. Genau wie Maschinen. Ein Haut-
arzt beispielsweise, der in seiner Karriere

Lehre fur Maschinen: Bernhard Scholkopf
bringt Algorithmen bei, in Daten die wahren
kausalen Zusammenhange zu erkennen.

Das tragt auch dazu bei, dass Computer faire
Entscheidungen treffen.

nur hellhdutige Menschen auf Haut-
krebs untersucht hat, konnte bei dun-
kelhautigen eher falsch diagnostizieren
und moglicherweise einen Tumor tiber-
sehen. Dunkelhdutige Menschen wiir-
den bei ihm also nicht mit derselben
Qualitdt behandelt werden wie hellhdu-
tige. Die vermeintliche Unfairness kann
aber damit erklart werden, dass dem Arzt
die Erfahrung mit bestimmten Patien-
tengruppen fehlt.

Ob ein Algorithmus in Zukunft fair
entscheidet, hdngt also auch davon ab,
wie Unternehmen oder Menschen all-
gemein Fairness definieren oder emp-
finden. , Uber allem steht natiirlich,
dass ein Algorithmus stets richtig ent-
scheiden soll“, sagt Niki Kilbertus.
»Doch was richtig ist, das muss in jedem
Falle erst einmal gekldrt werden.”

Dabei miisse man noch etwas be-
denken: Entscheidungen von Compu-
tern konnen einen aktiven Einfluss auf
die Welt haben. Ein Beispiel sind mo-
derne Programme, die aus Einbriichen
und Diebstdhlen in einer Stadt ermit-
teln, in welchen Vierteln am ehesten
mit weiteren Einbriichen zu rechnen
ist. Die Aussage des Algorithmus wird
dazu fiihren, dass dort mehr Polizei pré-
sent ist, und moglicherweise auch dazu,
dass dort mehr Straftaten aufgedeckt
werden. Doch ist denkbar, dass dort in
Wahrheit nicht mehr Straftaten began-
gen worden sind, sondern dass mehr
aufgedeckt wurden, weil die Polizei dort
besonders haufig auf Streife war.

,Die Ergebnisse eines Algorithmus
konnen also falsche Schliisse nach sich
ziehen — wir sprechen hier von einem
Feedback-Loop, bei dem der Algorith-
mus das reale Leben beeinflusst.” Ein
ahnliches Beispiel ist die Stauwarnung
von Navigationsdiensten. Ist es auf einer
Strafle voll, empfiehlt der Service, auf
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andere Strecken auszuweichen — auf de-
nen sich dann kurze Zeit spéter der Ver-
kehr staut. Niki Kilbertus mahnt aus
diesem Grund, nicht nur die Fairness
im Blick zu behalten, sondern auch die
Feedbackeffekte.

Er hat in seiner Promotion bereits
einige Diskriminierungsfélle analysiert
und erste Versuche gemacht, das jewei-
lige Problem mathematisch zu beschrei-
ben. ,Die Programmierarbeit braucht
noch einmal mindestens so viel Zeit
wie die Analyse jedes Falls.” Doch noch
ist fiir ihn und seine Kollegen die Ana-
lyse die Hauptarbeit. ,Jeder Algorith-
mus arbeitet mit bestimmten Kriterien,
aus denen eine Aussage abgeleitet wird.
Wir versuchen jetzt herauszufinden, wo
die Kriterien brechen, wo die Schwach-
stelle ist.”

Eine interessante Frage sei etwa, wa-
rum der Algorithmus des bereits er-
wihnten Internethdndlers im vergan-
genen Jahr scheinbar Bewerberinnen
benachteiligt hat. Zwar sei nicht be-
kannt, wie der Algorithmus im Detail
arbeitete, Kilbertus hat aber eine Ver-
mutung. ,Man darf davon ausgehen,
dass versucht wurde, die Bewerbungen
anonymisiert zu analysieren.” Dem Sys-
tem waren also wohl weder Geschlecht
noch Name bekannt. Dennoch hat es
nicht funktioniert. ,,Andere Studien zei-
gen, dass Frauen in Bewerbungen oft-

mals soziales Engagement oder entspre-
chende Tatigkeiten angeben, Mdnner
hingegen signalisieren eher Dominanz
und wirken kompetitiver”, erklart Kil-
bertus. ,Das konnen dann genau die
Fahigkeiten sein, die das Unternehmen
sucht.” Bernhard Scholkopf erganzt:
,Es ist falsch anzunehmen, dass wir
grundsdtzlich Fairness erreichen, in-
dem wir dem Algorithmus bestimmte
Angaben wie das Geschlecht vorenthal-
ten.” Diese fairness by unawareness,
Fairness durch Unwissenheit, klappe
langst nicht immer.

Wie auch immer sich Algorithmen
Fairness beibringen lasst, im Vergleich
zu den rein mathematischen Formalis-
men, mit denen sich Niki Kilbertus frii-
her beschiftigte, handelt es sich eher
um ein weiches Kriterium. Auch wenn
er die Moglichkeit schitzte, Aussagen
klar beweisen oder falsifizieren zu kon-
nen, empfindet er den neuen Aspekt als
bereichernd. , Es ist sehr interessant, an
einem solchen gesellschaftlich relevan-
ten Thema zu arbeiten”, sagt er. Dass
fiir seine Forschungsarbeit mathemati-
sches und informatisches Wissen nicht
ausreichen, wurde ihm ziemlich schnell
klar. Deshalb hat er sich auch in Sozial-
wissenschaften und in juristischen Fra-
gestellungen weitergebildet. Und das ist
hoffentlich genug Ristzeug, um wirk-
lich faire Algorithmen zu finden. <

AUF DEN PUNKT GEBRACHT

hergestellt werden.

tische Beschreibung.

¢ Algorithmen entscheiden immer hdufiger liber Menschen, dabei kommt es immer
wieder zu Diskriminierungen, nicht zuletzt, weil in Daten falsche kausale Zusam-
menhdnge wie etwa zwischen dem Wohnort und der Kreditwiirdigkeit einer Person

¢ Um Algorithmen Fairness beizubringen, analysieren die Forscher des Tiibinger
Max-Planck-Instituts fiir Intelligente Systeme in jedem einzelnen Fall, welche Daten
die Rechenvorschrift verwendet und wie sie daraus zu Entscheidungen kommt.

¢ Anhand ihrer Erkenntnisse zu den tatsachlichen kausalen Zusammenhangen, die
die Antwort auf eine Frage wie etwa ,Welche Person wird einen Kredit zuriick-
zahlen?” liefert, formulieren die Forscher fiir das jeweilige Problem eine mathema-

ERNST HAAGE-PREIS

AUSSCHREIBUNG 2019

Der Ernst Haage-Preis zeichnet seit 2006
junge Wissenschaftlerlnnen

fur herausragende

Leistungen auf dem
Forschungsgebiet

der Chemie aus und

fordert insbesondere

den wissenschaftli-

chen Nachwuchs. Die

Auszeichnung wird

von der Milheimer

Ernst Haage-Stiftung

verliehen und ist mit

einem Preisgeld von € 7.500,- dotiert.

FORSCHUNGSPREIS CHEMIE

Nominiert werden kénnen promovierte Wissen-
schaftlerlnnen einer deutschen Forschungsein-
richtung. Sie sollten ihren Lebensmittelpunkt in
Deutschland haben, in der Regel nicht élter als
40 Jahre sein und noch nicht in einem unbefris-
teten Anstellungsverhéltnis stehen.

Mit dem Preis sollen exzellente wissenschaftli-
che Leistungen aus allen grundlagenorientier-
ten Forschungsgebieten der Chemie ausge-
zeichnet werden

Nominierungen kénnen ab sofort bis zum

03. August 2019 schriftlich per E-Mail beim Stif-
tungskuratorium (ernsthaagepreis@cec.mpg.de)
eingereicht werden. Folgende Unterlagen sollten
Teil der Kandidatenvorschlage sein:

- zweiseitige Laudatio

- tabellarischer Lebenslauf

- vollstandige Publikationsliste

— bis zu drei Sonderdrucke von Arbeiten der
nominierten Person.

Eigenbewerbungen kdénnen nicht berlicksichtigt
werden.

ERNST HAAGE-PREIS

AUSSCHREIBUNG 2019

Weitere Informationen zum
Ernst Haage-Preis, zur Stiftung
und Preisverleihung stehen unter

S http://www.cec.mpg.de

Max-Planck-Institut
fiir Kohlenforschung

zur Verfligung.

MAX-PLANCK-INSTITUT FUR
CHEMISCHE ENERGIEKONVERSION

Max-Planck-Institut

fir Chemische Energiekonversion
z.Hd. Frau Esther Schlamann
Stiftstr. 34-36

45470 Milheim an der Ruhr

E-mail: ernsthaagepreis@cec.mpg.de





